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Resumen 
 

En este trabajo se presenta una aplicación en reconocimiento de patrones, utilizando redes neuronales artificiales para 
analizar señales de  fluorescencia clorofílica (FC), con el fin de identificar y clasificar grupos de plantas de Vigna ungui-
culata (L.) Walp (fríjol) cultivadas en medios hidropónicos que contenían diferentes cantidades de nitrógeno (N) y las seña-
les de fluorescencia de otro grupo de plantas cuyas semillas fueron inoculadas antes de su germinación con la bacteria 
Rhizobium variedad NGR232. Previo al entrenamiento neuronal se realizó un exhaustivo análisis estadístico multivariante, 
con la finalidad de detectar diferencias en los vectores de medias de los medios de cultivo y reducir el número de variables 
o puntos de las curvas de fluorescencia.  El objetivo principal de este trabajo es desarrollar una herramienta para identifi-
car la carencia de N en plantas de fríjol y otras leguminosas de mayor producción en agricultura. 

Palabras clave: Vigna unguiculata, fluorescencia,  redes neuronales, Rhizobium, NGR232 

Abstract 

In this work it’s presented a pattern recognition application using artificial neural networks (ANN) for analyzing signals of 
chlorophyll fluorescence (CF) in order to identify and classify groups of Vigna unguiculata (L) Walp (cowpea) plants 
grown in hydroponic media containing different amounts of nitrogen (N) and fluorescence signals from another group of 
plants whose seeds were inoculated prior to germination with the NGR232 variety Rhizobium bacteria. Before the ANN 
training, it was held an exhaustive multivariate statistical analysis for identifying differences among the means vectors of 
the growth media and reducing the numbers of variables or fluorescence curve points. The main objective of this work is to 
develop a tool for identifying N deficiency in pea’s plants and other legumes with high production in agriculture.   

Key words: Vigna unguiculata, fluorescence, artificial neural networks, Rhizobium, NGR232. 
 

1 Introducción 

Uno de los objetivos en el desarrollo de técnicas de de-
tección a distancia de vegetación es incrementar la capaci-
dad para diferenciar e identificar los diferentes tipos de gru-
pos taxonómicos de plantas, su cantidad de biomasa o su 
rendimiento productivo. Actualmente, se están llevando a 
cabo nuevas investigaciones dirigidas a extender la aplica-
ción de estas técnicas para su utilización en la detección por 
satélite de los patrones de crecimiento de áreas vegetales, 

cultivos, bosques, áreas verdes urbanas. Estos estudios in-
cluyen la detección de los diferentes estados de salud o vita-
lidad de árboles y cultivos de mayor interés económico. Di-
versos factores ambientales, como la sequía, la deficiencia 
de sales minerales en el suelo, las enfermedades de origen 
biológico, la temperatura, la alta concentración de sales 
contaminantes en el suelo o la concentración de gases con-
taminantes en la atmósfera, entre otros, pueden afectar el 
desarrollo normal de la vegetación. 

 El nitrógeno (N) es un nutriente esencial para la for-
mación de proteínas y tejidos vegetales. Las plantas asimi-
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lan N del suelo en forma de nitratos. Los iones de nitrato 
son altamente solubles en agua, y cuando los nitratos del 
suelo no son absorbidos por las raíces de las plantas, estos 
pasan directamente a las aguas subterráneas contaminándo-
las; causando problemas graves de salud y del medio am-
biente (Lawlor 2002, Addiscott y col., 1991, Forman y col., 
1985), y, también se ha descubierto que los nitratos en ex-
ceso pueden causar un efecto negativo en la actividad foto-
sintética de plantas de soya (Zhou y col., 2006). Los fertili-
zantes inorgánicos representan una mayor fuente de nitratos 
en el suelo (FREEP Fertilizer Research and Education Pro-
gram 1990, 1992), y se hace necesario  reducir la contami-
nación del suelo por nitratos, controlando óptimamente la 
cantidad de fertilizantes inorgánicos, sobre todo en cultivos 
de importancia comercial y alimenticia. Nuevos métodos 
para monitorear la carencia de sales minerales son una ne-
cesidad urgente.  

La técnica de medición directa de FC se perfila como 
un método óptimo para monitorear cultivos en tiempo real, 
ya que  puede ser utilizada para idear mecanismos automa-
tizados de aplicación de fertilizantes de manera local, lo que 
contribuiría a disminuir de manera considerable el impacto 
de los nitratos en el medio ambiente (Genty y col., 1989, 
Lazár 1999, Bredemeier y  Schmidhalter 2001).  
En este trabajo presentamos una técnica original de análisis 
de señales de fluorescencia clorofílica (FC) utilizando redes 
neuronales artificiales (RNA), para identificar y clasificar 
grupos de plantas de Vigna unguiculata (L.) Walp (fríjol) 
que han crecido en medios de cultivo hidropónicos que con-
tienen diferentes cantidades de nitratos como fuente o su-
ministro de nitrógeno (N), así como también de un grupo 
muy particular de plantas de fríjol cultivadas con una solu-
ción nutriente que no contenía N en ninguna forma y cuyas 
semillas fueron previamente inoculadas con la bacteria Rhi-
zobium tipo NGR232. Esta bacteria forma una asociación 
simbiótica con la planta suministrándole todo el N necesario 
para su desarrollo (Golinowski y col., 1998, Pueppke y col., 
1999, Day y col., 2000, Wanek y col., 2002, Chen 2008).  

En trabajos previos hemos aplicado la técnica de FC 
para diferenciar y clasificar diferentes grupos de plantas, 
identificar especies de plantas y para detectar la deficiencia 
de nutrientes en especies vegetales usando métodos de aná-
lisis estadístico y redes neuronales artificiales (Maldonado 
Rodríguez y col., 2003, Maldonado Rodríguez y col., 2001, 
Pérez Méndez y col., 2005).  

En la presente investigación se demuestra que el moni-
toreo no destructivo del contenido de nitrógeno en plantas 
leguminosas es viable y detectable usando medidas de FC 
inducida. Esta investigación incluye la evaluación del im-
pacto que tiene la bacteria de suelo Rhizobium en la fijación 
de nitrógeno para la planta huésped cuando esta bacteria de 
suelo ha sido inoculada en plantas de Vigna unguiculata. 

 
 
 

2 Materiales y Métodos  

Material Vegetal y Condiciones de Inoculación y Creci-
miento  

 El material vegetal estudiado son plantas de Vigna un-
guiculata (L.) Walp. cv. Red Caloona (Wrighton Seeds, 
AUS), una leguminosa de la sub-familia de las Faboideas. 
Esta planta es conocida con el nombre de guisante o fríjol, 
cornille, haricot à œil noir y monguette en Europa; niébé en 
África; catjang en India; cowpea en los países de habla in-
glesa (Ehlers y Hall 1997).  La planta Vigna unguiculata 
(fríjol) es una leguminosa muy importante desde el punto de 
vista nutricional por su alta resistencia a la sequía y a su ha-
bilidad para adaptarse a condiciones climáticas adversas. 
Esta planta ha sido propuesta como una solución para mejo-
rar la agricultura sostenible en países de clima difícil (Odee 
y col., 2002, Arun y col., 2004, Zhang y col., 2008).  

En este trabajo hemos medido la fluorescencia y la re-
flectancia de plantas de fríjol cultivadas en condiciones hi-
dropónicas. Las soluciones nutrientes contenían diferentes 
cantidades de nitratos como fuente de nitrógeno. Se hicieron 
mediciones de la señal de fluorescencia inducida de plantas 
de fríjol cuyo medio de cultivo contenía diferentes concen-
traciones de nitrato. Estos grupos fueron marcados respecti-
vamente [0 mM KNO3], [1 mM KNO3], [5 mM KNO3], [10 
mM KNO3] y [20 mM KNO3]. También se midió un grupo 
de plantas en cuyo medio de cultivo no había nitratos y cu-
yas raíces fueron previamente inoculadas con bacterias Rhi-
zobium del genotipo NGR 232. Este grupo fue marcado 
como [NGR232]. Todas las plantas fueron expuestas a las 
mismas condiciones de crecimiento, en un mismo fitotrón, 
en el que la luz y la temperatura fueron mantenidas constan-
tes.    

Desde el momento en que las primeras hojas aparecen, 
aproximadamente una semana después de la germinación, la 
inoculación se efectúa a nivel de las raíces con 109 bacte-
rias/plántula en un volumen de 200 µl. Luego de la inocula-
ción, las plantas son colocadas en una cámara de cultivo 
(fotopériodo de 16 horas luz, 20-28oC, 50 % de humedad). 
Las plántulas son regadas rellenando a 2/3 el recipiente con 
la solución B&D que contiene las diferentes concentracio-
nes de nitrato que van desde 0 mM KNO3 (para las plantas 
inoculadas y plantas control) hasta 20 mM KNO3. Por cada 
tratamiento se cultivaron 10 plantas en 10 jarros Magenta y 
se hicieron 3 réplicas experimentales. 

0.5 mM 20 mM10 mM5 mM0 mM 1 mM
 

Fig. 1. Esquema experimental para la medición del efecto del contenido de 
nitratos en el desarrollo foliar de plantas. 
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3 Redes Neuronales Artificiales 

 En esta etapa de la investigación, donde el objetivo es 
obtener los modelos de redes neuronales que mejor discri-
minen los medios de cultivo, se hace necesario la distinción 
de ciertas actividades que garanticen una optimización en el 
entrenamiento neuronal y validación de los modelos obteni-
dos:  
• Análisis estadístico: se realiza con la finalidad de explorar 

las mediciones de los puntos de de la curva de fluorescen-
cia y describir la estructura de interrelación de dichos 
puntos. Se desea obtener un nuevo conjunto de variables 
pero más pequeño usando componentes principales. Aho-
ra con dos conjuntos de datos (los originales y los com-
ponentes principales) el objetivo radica en comparar la 
clasificación o asignación de las mediciones a los diferen-
tes medios de cultivo con esos dos tipos de datos. 

• Entrenamiento neuronal: En esta etapa se ajustan y selec-
cionan las topologías de redes neuronales que mejor dis-
criminan o separan los diferentes medios de cultivo utili-
zando diferentes datos de entrada: las mediciones 
originales y los componentes principales 

•  Discusión de resultados: se analiza la clasificación o dis-
criminación de  los modelos neuronales en cuanto a la 
asignación correcta de las mediciones a los diferentes 
medios de cultivo; tomando en cuenta el tipo de datos de 
entrada a estos modelos, es decir, si tienen las mediciones 
originales de la curva de fluorescencia o los componentes 
principales.  

4 Análisis Estadístico 

Para los tres conjuntos de datos generados a partir de la 
medición en las hojas de las plantas, se realizó el análisis 
exploratorio de datos utilizando el software S - Plus 2000. 
En este caso, el análisis de los 20 puntos de la curva de 
fluorescencia reveló que existe multicolinealidad entre al-
gunos puntos y en otros casos mediciones idénticas, por lo 
que se eliminan 6 puntos de la curva de fluorescencia en 
cada conjunto de datos.  

Para el entrenamiento de las redes neuronales es nece-
sario realizar la partición de cada conjunto de mediciones en 
dos conjuntos: uno para entrenar o ajustar las redes y obte-
ner los modelos; y otro conjunto más pequeño para validar 
la clasificación de los modelos obtenidos. En tal sentido, se 
considera el 80% de cada conjunto de mediciones para en-
trenar y el 20% para validar los modelos neuronales. La se-
lección de las observaciones se hace mediante el uso de 
muestreo aleatorio estratificado con el criterio de fijación 
proporcional, los estratos corresponden a los diferentes me-
dios de cultivo. 

Como el objetivo del trabajo es realizar la separación y 
clasificación de los diferentes medios de cultivo, se utiliza 
el Análisis de Varianza Multivariado o MANOVA (Ander-
son 2003, Johnson y col., 2001)  para determinar si existen 
diferencias entre los vectores de medias de las curvas de 

fluorescencia en los diferentes medio de cultivo, y se obtie-
nen los resultados mostrados en la Tabla 1, los cuales reve-
lan que para los tres conjuntos de mediciones existen dife-
rencias entre los vectores de medias,  concluyendo así que 
tiene sentido realizar la separación y clasificación de los di-
ferentes medios de cultivo de la Vigna unguiculata. 

Tabla 1.  MANOVA 

 1º Medi-
ción 

2º Medi-
ción 

3º Medi-
ción 

Lambda Wilks (F) 26.26  
(p = 0.000) 

38.28 
( p =0.000) 

48.93  
( p =0.000)  

Traza de Pillai  (F) 15.27  
(p = 0.000) 

22.06  
(p = 0.000) 

22.57 
 ( p=0.000) 

Traza de Hotelling 
Lawley  (F) 

41.78  
(p =0.000) 

70.67 
 (p =0.000)   

125.72 
(p = 0.000) 

Mayor Raíz de Roy  (F) 156.42 
( p= 0.000) 

304.38 
 (p =0.000) 

569.35  
(p = 0.000) 

Fuente: Elaboración propia 

Al detectarse diferencias entre los vectores de medias 
de las curvas de fluorescencia en los distintos medios de 
cultivo, se realizan las comparaciones por pares de vectores 
usando la prueba T2 de Hotelling (Anderson 2003, Johnson 
y col., 2001)  resultando todas las comparaciones significa-
tivas registrando valores p por debajo de 0.000539. Como 
existen diferencias entre pares de vectores de medias se de-
be revisar en cuáles puntos de la curva de fluorescencia se 
detectan esas diferencias, y para ello se revisan los interva-
los de 95% de confianza simultáneos usando el método de 
Bonferroni (Anderson 2003, Johnson y col., 2001) que 
muestran numerosos puntos de la curva para los cuales se 
evidencian diferencias entre las medias y es de interés seña-
lar lo siguiente: 
• Al comparar el grupo control con los grupos que tienen 

distintas concentraciones de nitrato, se observa que la 
mayoría de los intervalos tienen límites positivos lo que 
indica que el promedio en los puntos de la curva del gru-
po control es mayor al promedio de los puntos de la curva 
en los grupos que tienen nitrato ( )0>− nitratoscontrol µµ . 

• Al comparar el grupo control con el grupo NGR, se ob-
serva que la mayoría de los intervalos tienen límites nega-
tivos, lo que indica que el promedio de los puntos de la 
curva del grupo NGR es superior al promedio de los pun-
tos de  la curva del grupo control ( )0<− NGRcontrol µµ . 

 
La curva de fluorescencia tiene 14 puntos, se realiza un 

análisis de componentes principales para cada conjunto de 
medición con el objetivo de reducir el número de puntos de 
la curva de fluorescencia y obtener unas pocas combinacio-
nes lineales de ellos, que son los componentes principales a 
partir de la descomposición de la matriz de correlaciones. 
En la Tabla 2 se muestra el porcentaje de variación explica-
da por los tres primeros componentes que son los que se van 
a retener para cada conjunto de mediciones y generar así los 
conjuntos de datos que serán utilizados para el entrenamien-
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to neuronal. 

Tabla 2  Variación Explicada por los tres Primeros Componentes  
Principales 

 1º Medición 2º Medición 3º Me-
dición 

Porcentaje  de variación  
explicada   

99,537 99,17 99,274 

Fuente: Elaboración propia 

5 Entrenamiento Neuronal 

Para el entrenamiento de las redes neuronales (Hagan y 
col., 1996)], se utilizó el programa computacional Statistica 
Neural Networks (Statsoft Incorporated 2002) con el algo-
ritmo de retro-propagación y se analizaron dos esquemas:  
• Entrenamiento con los valores originales de las medicio-

nes de la curva de fluorescencia. 
• Entrenamiento con los componentes principales retenidos. 

En la Tabla 3, se presenta un resumen del error de cla-
sificación en las dos fases de entrenamiento neuronal y para 
cada conjunto de medición. Se observa que el error de clasi-
ficación es menor cuando se utilizan los componentes prin-
cipales como datos de entrada que cuando se utilizan las 
mediciones originales de la curva de fluorescencia para el 
primer y segundo conjunto de mediciones, ya que en el ter-
cer conjunto de medición el error de clasificación es el 
mismo en la etapa de entrenamiento y en la etapa de valida-
ción independientemente del tipo de dato de entrada a la red 
neuronal.  

Tabla 3. Errores de clasificación de acuerdo a la etapa y tipo de datos 

Conjunto 
de Medi-

ción 

Etapa Mediciones 
Originales 

Componentes 
Principales 

Dismi-
nución 
Porcen-
tual del 
Error 

1 Entrenamien-
to 

0,0525 0,047 10.4761
905 

Validación 0,1904 0,166 12.8151
261 

2 Entrenamien-
to 

0,1537  0,1453 5.46519
193 

Validación 0,1849  0,1603 13.3044
889 

3 Entrenamien-
to 

0,0942  0,0942 
0 

Validación 0,0476  0,0476 0 
Fuente: Elaboración Propia 

Es de interés resaltar la disminución del error al utilizar 
los componentes principales como variables de entrada a las 
redes neuronales que los valores originales de la curva de 
fluorescencia. El hecho de que con los tres primeros com-
ponentes principales retenidos se logre explicar el 99% de la 
variación total de las mediciones originales,  hace que la 
capacidad de representación sea apropiada. A nivel de ar-
quitectura de las redes neuronales, las redes neuronales ali-

mentadas con los datos originales de la curva de fluorescen-
cia necesitan una arquitectura más compleja en relación a la 
topología de las redes neuronales alimentadas con los com-
ponentes principales. 

Otro hallazgo de interés tiene que ver con el segundo 
conjunto de medición, el error de clasificación es mucho 
mayor que en los otros dos conjuntos independientemente si 
se utilizan las mediciones originales o los componentes 
principales. Esto puede atribuirse a que este conjunto con-
tiene mediciones de las primeras y segundas hojas de las 
plantas, mientras que los otros conjuntos tienen mediciones 
sólo de las primeras o sólo de las segundas hojas, lo que su-
giere controlar esta fuente de variación, es decir, introducir 
otro criterio de clasificación basado en un muestreo de hojas 
pertenecientes a un mismo grupo de edad o estado de madu-
ración.  

 Otra medida que es de interés analizar es la sensibili-
dad, la cual se define como la probabilidad de clasificar co-
rrectamente a un objeto cuyo estado real sea la presencia o 
pertenencia a esa condición o grupo de interés. Se denota S 
y su estimador Ŝ , representa  la proporción de casos clasi-
ficados correctamente. Para muestras grandes la sensibili-
dad tiende a distribuirse de acuerdo a una distribución nor-
mal (Franco 2007), y el error estándar se expresa mediante: 

3)(
*)ˆ(

NCINCC
NCINCCSSe

+
=

 (1) 

donde NCC representa el número de casos clasificados co-
rrectamente y NCI el número de casos clasificados incorrec-
tamente. La expresión resultante para estimar intervalos de 
confianza está dada por: 

[ ] ααα −=+≤≤− 1)ˆ(ˆ)ˆ(ˆ
2/2/ SSeZSSSSeZSP  (2) 

La sensibilidad se estimó para todos los modelos en la 
etapa de entrenamiento, y se calcularon intervalos del 95% 
de confianza. Los resultados obtenidos se presentan en la 
Tabla 4. 

Tabla 4. Intervalos de 95% de Confianza para la Sensibilidad en los  
Conjuntos de Medición de la Etapa de Entrenamiento 

Variables Originales Ŝ  
LIC LSC 

1º Medición 0,9405 0,9047 0,9702 
2º Medición 0,8393 0,8000 0,8786 
3º Medición 0,9177 0,8755 0,9599 

Componentes Principales   
1º Medición 0,9524 0,9202 0,9846 
2º Medición 0,8542 0,8165 0,8919 
3º Medición 0,9177 0,8755 0,9599 

Fuente: Elaboración Propia 

LIC es el límite inferior de confianza 
LSC es el límite superior de confianza 
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 De esta sensibilidad estimada puede comentarse lo si-
guiente: 
• La probabilidad de clasificar correctamente un medio de 

cultivo es en general mayor al usar los modelos neurona-
les entrenados con los componentes principales, que en 
aquellos modelos en los que se usaron los puntos de la 
curva de fluorescencia. 

• En todos los intervalos estimados la probabilidad de clasi-
ficación correcta es igual o superior a 0,8.  

• En la primera medición es donde se obtiene la mayor pro-
babilidad de clasificar correctamente y es superior a 0,9. 
En la segunda medición se observa la menor probabilidad 
de clasificación correcta, hecho que puede atribuirse al es-
tado de  maduración de las hojas, ya que esta segunda 
medición contiene primeras y segundas hojas. En la terce-
ra medición esta probabilidad es la misma al utilizar mo-
delos neuronales con los valores de la curva de fluores-
cencia que al utilizar los componentes principales. 

Se estimó la sensibilidad para los conjuntos de valida-
ción, y los resultados se muestran en la Tabla 5. Se espera 
que esta estimación se encuentre dentro de los límites de 
confianza presentados en la tabla 4; lo que ocurrió en la se-
gunda y tercera medición independientemente si el conjunto 
de datos corresponde a los puntos de la curva o a los com-
ponentes principales. Sin embargo, la sensibilidad estimada 
en la primera medición no se encuentra dentro de los límites 
de confianza independientemente del conjunto de medición; 
siendo en este caso menor.    

Tabla 5. Sensibilidad Estimada en los Conjuntos de Medición de la Etapa 
de Validación 

Medición Variables Originales Componentes Principales  
1º 0,8095 0,8333 
2º 0,8171 0,8415 
3º 0,9500 0,9500 

      Fuente: Elaboración Propia 

La media de las curvas de fluorescencia (curvas O-K-J-
I-P) de plantas de Vigna que crecieron en diferentes medios 
de cultivo que contenían diferentes concentraciones de 
KNO3 y la media de las curvas de plantas inoculadas con 
Rhizobium (NGR234) se muestran en la figura 2.  

 Cada curva media ha sido calculada usando aproxima-
damente 72 curvas de fluorescencia por cada tratamiento. 
Las curvas experimentales de FC han sido normalizadas en 
el primer intervalo O-J (eventos single-turnover) usando la 
relación: 

sms

st
t FF

FF
W

µ

µ

502

50)(
)( −

−
=

 (3) 

donde F(t) es el nivel de fluorescencia de cada punto de la 
curva, F50μs es el nivel de fluorescencia en el primer punto 
de la curva que ocurre a 50 μs y F2ms es el nivel de fluores-
cencia que se registra al tiempo 2 ms. 
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Fig.  2. Curvas de emisión de fluorescencia clorofílica variable relativa a la 
curva media de fluorescencia emitida por plantas de Vigna creciendo en un 

medio que contenía 20 mM de KNO3 en la solución de cultivo. 

La Figura 2 muestra la diferencia entre las curvas nor-
malizadas de FC o ΔW = (W [del tratamiento x] – W [del 
tratamiento con 20 mM KNO3]) donde x corresponde al tra-
tamiento (campanas o curvas parabólicas orientadas de arri-
ba a abajo) que contenía 0 (Control), 0.5, 1, NGR, 5, y 10 
mM KNO3. Estos resultados cuantifican el potencial foto-
sintético en función de la concentración de nitratos o poten-
cial de fijación de nitrógeno de la planta.  

Usando los datos de la Figura 2, fue posible determinar 
que la presencia de Rhizobium NGR232 suministra a la 
planta huésped una concentración de N equivalente a la 
concentración de N suministrada por una solución de culti-
vo que contiene aproximadamente 3 mM KNO3. El N fijado 
gracias a la asociación simbiótica Vigna-Rhizobium 
(NGR232) corresponde a un 70% de la concentración de 
saturación de KNO3 bajo la cual las plantas muestran una 
curva de FC O-J-I-P con un pico K más pronunciado y que 
aparece cuando las plantas son expuestas a condiciones de 
stress severo. 

6 Conclusiones  

En este trabajo se presenta una aplicación de redes 
neuronales en el reconocimiento de patrones, en este caso al 
reconocimiento de distintos medios de cultivo de Vigna un-
guiculata. Gracias a la técnica aquí desarrollada, ha sido 
posible determinar que la presencia de Rhizobium NGR232 
suministra a la planta huésped una concentración de N 
equivalente a la concentración de N suministrada por una 
solución de cultivo que contiene aproximadamente 3 mM 
KNO3.  

El uso de técnicas estadísticas univariantes y multiva-
riantes contribuyen a mejorar la calidad de la clasificación. 
Estas técnicas se perfilan como muy útiles para detectar pa-
trones y variables significativas. El uso de los tres primeros  
componentes principales permite reducir la cantidad de da-
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tos de entrada en la red neuronal con una pérdida mínima de 
información. Técnicas formales de estadística multivariante 
como el Análisis de Varianza Multivariante o MANOVA, y 
la prueba T2 de Hotteling son de gran utilidad en aplicacio-
nes de reconocimiento de patrones, para decidir la pertinen-
cia del procedimiento de separación o clasificación, así co-
mo para detectar aquellas variables relevantes que aportan a 
la separación o clasificación de los grupos. 

Para este estudio en particular, se compara el error de 
clasificación al entrenar las redes neuronales cuyas entradas 
corresponden a los puntos de la curva de fluorescencia con 
las redes que han sido entrenadas utilizando los componen-
tes principales como variables de entrada. Es importante 
señalar,  que el error de clasificación disminuye en prome-
dio 8.55% cuando se utilizan los componentes principales 
como datos de entrada a las redes neuronales que cuando se 
utilizan las mediciones originales de la curva de fluorescen-
cia para el primer y segundo conjunto de mediciones, y en 
el tercer conjunto de medición el error de clasificación es el 
mismo en la etapa de entrenamiento y en la etapa de valida-
ción independientemente del tipo de dato de entrada a la red 
neuronal.   

Los resultados obtenidos en este trabajo revelan que el 
análisis de señales de FC por medio de redes neuronales ar-
tificiales puede ser empleado para cuantificar el suministro 
de N en plantas de Vigna unguiculata. Este es el primer es-
tudio que presenta datos que permiten establecer una rela-
ción directa entre la cantidad de N fijado y la emisión de 
fluorescencia clorofílica en plantas de Vigna unguiculata. 

Para estudios posteriores y siguiendo la línea de inves-
tigación aquí presentada, se recomienda controlar la fuente 
de variación atribuida a la edad de las hojas. Nuestras ob-
servaciones muestran una influencia importante del estado 
de maduración o edad de las hojas sobre la respuesta medi-
da con las curvas de fluorescencia. Planeamos una posible 
extensión de este estudio para investigar el efecto que ejer-
cen concentraciones mayores de nitratos en el suelo y que 
podrían provocar un efecto inhibitorio en la fijación de N 
por asociación simbiótica leguminosa-Rhizobium (Zhou y 
col., 2006). En una perspectiva a largo plazo, buscamos ex-
tender este método para diagnosticar la carencia de N en 
otras leguminosas y otras especies de plantas combinando la 
variación en suministro de N con diferentes factores causan-
tes de estrés en plantas (temperatura, luz, presencia de meta-
les pesados y sequía, entre otros). 
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